DOBYVANI ZNALOSTI Z DATABAZI - PRIKLADY APLIKACI V KARDIOLOGICKYCH DATECH

DOBYVANI ZNALOSTI Z DATABAZI ]
- PRIKLADY APLIKACI V KARDIOLOGICKYCH DATECH

Jan Rauch

Anotace:

Prispévek obsahuje zakladni informace o dobyvani znalosti jakozto dulezité
discipliné informatiky a ukazuje pfiklady jeho aplikaci v medicinskych datech.
Jsou zminény hlavni rysy metodologie CRISP-DM a uvedeny pfiklady vyhle-
davani zajimavych asociacnich pravidel za Ucelem orientace v neznamych
datovych souborech.
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1. Uvod

Dobyvani znalosti z databdzi (DZD) je disciplina informatiky, ktera se intenziv-
né rozviji od pocatku devadesétych let minulého stoleti. Impulsem pro rozvoj
bylo uvédomeéni si, Ze z rozsahlych, nékdy i desitky let shromazdovanych dat
Ize ziskat dullezité nové informace a znalosti i kdyz hlavni ddvod shromaz-
dovani dat je jiny. Typickym piikladem takovych dat jsou data uchovavana
v databazich bank a pojistoven. Cilem DZD je nalézat neocekdvané vztahy
a sumarizovat data novymi zpUsoby tak, Ze jsou srozumitelnd a uzite¢na pro
jejich majitele™.

Jednou z oblasti s Sirokymi moznostmi pro aplikace metod DZD je
i medicinskd informatika. Cilem tohoto pfispévku je stru¢né charakterizovat
DZD a ukdzat priklady aplikaci DZD v kardiologickych datech. Hlavni rysy
DZD jsou stru¢né zminény v odstavci 2. Data, jichz se tykaji pfiklady aplikaci,
jsou popséna v odstavci 3. Jednim z dllezitych prostiedkl pouzivanych pro
analyzu dat pfi DZD jsou asociacni pravidla. Dva pfiklady vyuziti asociacnich
pravidel jsou v odstavci 4. Odstavec 5 obsahuje pfiklad hledani zajimavych
rozdild mezi dvéma skupinami pacientd.

2. Dobyvani znalosti z databazi

DZD je propojenim tfi samostatnych disciplin - statistiky, databazi a strojového
uceni?, vyuzivaji se ale i poznatky z dalSich oblasti. Je k dispozici fada metod
vcetné nékolika metodik podrobnych metodik, jak DZD provadét. Podstatné je
i to, Ze vyvoj v této oblasti zdaleka neni ukoncen.

Podrobnéjsi popis jednotlivych metod pouzivanych v rdmci DZD naprosto
presahuje rozsah tohoto pfispévku. Mezi metody a prostiedky pouzivané
pfi DZD patfi mimo jiné rozhodovaci stromy, rozhodovaci pravidla, shlukova
analyza, asocia¢ni pravidla, neuronové sité, genetické algoritmy, a dalsi.
Uvedeny seznam metod a prostfedkl DZD je velmi nelplny a nesystema-
ticky, jeho jedinym cilem je naznacit rozmanitost téchto metod. Podrobny
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a systematicky prehled metod a prostifedkd DZD je uveden napfiklad v ¢eské
monografii?.

Dnes jiz jsou k dispozici rozsahlé zkusenosti s aplikacemi metod DZD
i rzné softwarové systémy a to jak komercni tak i volné dostupné, viz
http//www.kdnuggets.com/. Zkusenosti s provadénim analyz dat uchovdva-
nych v databdzich jednoznacné ukazuji, ze se jednd o slozity a pracny proces.
Postupné pro tyto ucely vzniklo nékolik metodologii. Patfi mezi né metoda
,S5A” firmy SPSS nebo metodologie SEMMA firmy SAS. Velmi zndma je
metodologie CRISP-DM (CRoss-Industry Standard Process for Data Mining),
viz http://www.crisp-dm.org/.

Pro metodologii CRISP-DM je charakteristické chapéani procesu DZD podle
schématu uvedeného v Obrazku - 1. Zivotni cyklus projektu DZD je tvofen
Sesti fazemi.

Porozumeéni
datum

Porozuméni
roblematice

Priprava dat

Modelovani

Interpretace

Obrdzek 1 - Zivotni cyklus projektu DZD dle metodologie CRISP-DM

« porozuméni problematice

« porozumeéni datim

« pfiprava dat

- modelovani

« interpretace

. Vyuziti
Poradi jednotlivych fazi neni presné dano, vysledek jedné faze ovliviiuje dalsi
postup, jednotlivé faze se rozpadaji na fadu dil¢ich krokd. Casto je nutné se
k nékterym krokdm vracet. Vnéjsi kruh na obrazku symbolizuje cyklickou
povahu celého procesu dobyvani znalosti z databazi.

Porozuméni problematice je Uvodni faze, jejimZz vysledkem musi byt
pochopeni cild projektu a poZadavkd na feseni formulovanych z hlediska
zadavatele. Tato formulace musi byt pfevedena do zadani tlohy pro dobyvani
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znalosti z databazi. Napfiklad ulohu hledani zajimavych vztahl tykajicich se
krevniho tlaku a fyzikalniho a laboratorniho nalezu v konkrétnich datech Ize
formulovat jako Ulohu na hledani silnych asocia¢nich pravidel tykajicich se
odpovidajicich atributli pacient.

Porozuméni datiim vyzaduje pochopeni zplsobu vzniku dat. Déle
je tfeba posoudit kvalitu dat a ziskat prvni prehled o struktufe hodnot.
Obvykle se pracuje s histogramy cetnosti hodnot atributl a deskriptivnimi
charakteristikami jako jsou prdméry nebo extrémni hodnoty, pouzivaji se
i rizné vizualiza¢ni techniky.

Podstatou pfipravy dat je vytvoreni datového souboru, ktery bude vstupem
do jednotlivych analytickych procedur. Vétsina soucasnych analytickych pro-
cedur pracuje s daty ve tvaru matice dat. Jeji vytvoreni viak mize vyzadovat
hluboké porozuméni analyzované databazi a vyzadovat i ndro¢néjsi datové
operace jako je vypocet charakteristik casovych rad.

Analytické procedury pouzité ve fazi modelovani realizuji rdzné metody
a algoritmy pro dobyvéni znalosti. Obvykle je k dispozici vice riznych metod
pro feseni dané ulohy. Je tfeba vybrat ty nejvhodnéjsi a vyladit nastaveni
jejich parametrd. Jednad se tedy o iterativni proces, jehoz dil¢i vysledky mohou
vést k potfebé modifikovat data a tedy k navratu k pfipravé dat. Této fazi se
také nékdy fiké data mining. Termin data mining se ale nékdy pouzivad i jako
synonymum pro DZD.

Ve fazi interpretace je tieba dosazené vysledky posoudit z pohledu
zadavatele a ovéfit, zda byly splnény cile formulované na poc¢étku projektu.

Vytvorenim vhodného modelu cely projekt DZD nekondi. Podle typu pro-
jektu muze faze vyuziti nékdy vyzadovat prosté sepsani zavérecné zpravy,
muze se vsak jednat i o zavedeni nového systému pro automatickou klasifikaci
novych pfipadd (napfiklad pacientd).

3. Data STULONG

Pro prezentaci ptiklad pouzijeme data ziskana v projektu STULONG™. Jeho
podstatou je dlouhodobé sledovani aterosklerézy u muzl stredniho véku.
Podrobnosti jsou uvedeny na adrese http://euromise.vse.cz/challenge2004/.
Pouzijeme vysledky vstupniho vysetieni 1 417 muzd, Byly zjistovany hodnoty
244 atributl pro kazdého pacienta, 64 atributl jsou ciselné vysledky méreni
nebo kédy at uz ziskané ptimo pfi vysetieni nebo jaké vysledky transformaci
ostatnich atributl. Hodnoty téchto 64 atributl pro 1417 muz0 tvofi matici
dat Vstup, kterd ma 1417 fadk( a 64 sloupcl. Radky odpovidaji pacientdm
a sloupce atributlim popisujicim pacienty.

Téchto 64 atribut( je rozdéleno do 11 skupin. Pro nase ucely pouZzijeme dvé
specialné vytvorené skupiny atributll — Osobni Udaje a Rizika. Jsou uvedeny
v tabulce 1 spolu s frekvencemi jejich kategorii a dalsimi udaji. Ukazka
frekvenci kategorii atributu Vzdéldni je v Obrazku 2. Jedna se o vystup systému
LISp-Miner B! (viz téz http://lispminer.vse.cz/), ktery v pfikladech pouzivame
pro analyzy.
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Skupina

Atribut

Kategorie

Jméno

Kratké jméno

nazev - pocet pacient,
nazev - pocet pacientd, ...

Osobni
udaje

Stav

Stav

Zenaty - 1207,
rozvedeny - 104,
svobodny - 95,
vdovec - 10,
chybi -1

Vék

Vék

(35;40) - 111,
(40;45) - 450,
(45;50) - 680,
(50;55) - 176

Vzdélani

Vzdélani

zakladni - 151,
vyucen — 405,
stiedoskolské — 444,
vysokoskolské - 397,
chybi - 20

Zodpovédnost
v zaméstnani

Zodpovédnost

fidici pracovnik - 286,

caste¢né samostatny pracovnik -
435,

ostatni - 636,

dlichodce pro ICHS -6,
dlichodce, jiné dlivody - 19,
chybi - 35

Télesna aktivita

prevazné sedi- 739,
prevéazné stoji - 167,

Rizika

v zamastnani Telaktza prevazné chodi - 373,
prenasi tézkda bremena - 100,
chybi - 38
prevazné sedi - 266,
Télesna aktivita Aktpozam mirna - 1028,
po zaméstnani P velkd - 118,
chybi -5
Diabetes Diabetes ano - 30, ne - 1378, chybi-9
Hypertenze Hypertenze ano - 220, ne-1192, chybi-5

Hyperlipidemie

Hyperlipidemie

ano - 54, ne - 815, chybi - 548

Infarkt
myokardu

Infarkt

ano - 34, ne- 1378, chybi-5

Tabulka 1 - Prehled atribut( skupin Osobni udaje a Rizika.
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300,

200,

100

z&kladni wyuéen stfedoSkolské wysokogkolské

Obrdzek 2 - Frekvence kategorii atributu Vzdéldni

4, Aplikace asociacnich pravidel

Pojem asocia¢ni pravidlo byl zaveden Agrawalem, viz napf. ¥ v souvislosti
s analyzou dat o ndkupnich kosicich. Pro ziskavani asociacnich pravidel se
pouziva algoritmus apriori, podle ! se jedna o Ctvrty nejrozsifenéjsi algoritmus
pro data mining. Asociacni pravidla jsou vhodnd, mimo jiné, pro uGvodni
orientaci o vztazich mezi atributy v danych datech.

Témér 30 let pred Agrawalem vznikla metoda GUHA - exploraéni analyzy
dat vyvijena od Sedesatych let dvacatého stoleti 2 Jejim principem je nabizet
vse zajimavé, co lze k danému problému odvodit z danych dat. Metoda
je implementovana realizovdna pomoci GUHA procedur. Vstupem GUHA
procedury jsou analyzovana data spolu s jednoduchym zadanim rozsahlé
mnoziny potencialné zajimavych tvrzeni o datech. GUHA procedura vygeneruje
vsechna zadané tvrzeni a verifikuje je v danych datech. Vystupem jsou vsechna
prosta tvrzeni. Tvrzeni je prosté, pokud je pravdivé v datech a pokud pfimo
neplyne z néjakého jiného jednodussiho tvrzeni, které jiz je soucasti vystupu.

Nejstarsi GUHA procedura je procedura ASSOC ), ktera pracuje se vztahy,
které Ize chdpat jako podstatné zobecnénd asocia¢ni pravidla. Procedura
ASSOC pracuje s asocia¢nimi pravidly tvaru A = S. Zde A a S jsou booleovské
atributy odvozené ze sloupct analyzované matice dat. A se nazyva antecedent
a S se nazyva sukcedent. Symbol = je 4ft-kvantifikator, urCuje vztah mezi A a S.

Asociac¢ni pravidlo A » S je pravdivé v matici M, pokud podminka pfifazena
4ftkvantifikatoru » je splnéna pro kontingencni tabulku atributl A a S v matici
M. V opacném pripadé je asociacni pravidlo A = S nepravdivé v matici M.
Kontingen¢ni tabulku atributdl A a S v matici M znac¢ime 4ft(A,S,M). Jedna se
o Ctvefici ¢isel (a,b,c,d), viz tabulka 2.

M S 2S
A a b
QA C d

Tabulka 2 - Kontingencni tabulka 4ft(p, y, M) atribut( A a S v matici dat M
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Zde a je pocet fadkl matice M, pro které jsou pravdivé A i S, b je pocet
radkd, pro které je A pravdivé a S nepravdivé, ¢ je pocet radkd, pro které je
A nepravdivé a S pravdivé a d je pocet fadka, pro které jsou A i S nepravdivé.

Nejcastéji pouzivané 4ft-kvantifikatory jsou definovany v &9 Vétsina
z nich je implementovéna v procedure 4ftMiner ©, kterou pouzijeme v dale
uvedeném prikladu. Rada z nich je definovana na zakladé statistickych testd
hypotéz. Jsou uvedeny definice Ctyf asto pouzivanych 4ft-kvantifikatord,

4ft-kvantifikator :>p,Base fundované implikace je pro 0 < p <1 a Base > 0
definovan v ® podminkou ﬂz pAazBase  To znamena, ze je asociacni
pravidlo A :>p,Base S je pravdivé v matici dat M pokud alespor 100p procent
z fadkd splnujicich booleovsky atribut A splriuje i booleovsky atribut S

a pokud zaroven nejméné Base fadkd splniuje jak A tak i S. Podil se ib
nazyva konfidence. a+

4ft-kvantifikator <:>p Base dvojité fundované implikace je pro 0 < p < 1

a Base > 0 definovén v ! podminkou > pAaxBase . To znamen3,

a+b+c

ze asocia¢ni pravidlo A << S je pravdivé v matici dat M pokud alespon

p,Base
100p procent z fadkl spliujicich A nebo S spliuje jak A tak i S a zaroven
nejméné Base fadka splriuje Ai S.

4ft-kvantifikator =

1 Base fundované ekvivalence je pro 0 < p < 1 a Base > 0

. . a+d .
definovén v ! podminkou . —————2=pAaxBase To znamend, Ze aso-
a+b+c+d

ciacni pravidlo A Ep o SJe pravdivé v matici dat M pouze pokud alespon 100p

Ba

procent z fddkd ma stejnou hodnotu (bud’ pravda nebo nepravda) pro oba
booleovské atributy A nebo S a zaroven nejméné Base fadka spliiuje Ai S.

4ft-kvantifikator :>+p pase NAPrameérné zavislosti, ktery se asto nazyva AA-

kvantifikdtor (z anglického Above Average Dependence) je pro 0 < p a Base > 0
a+c

a
definovan v ' podminkou ——2(1+ p)—————Aa2Base ., To znamenj,
a+b a+b+c+d

ze asociac¢ni pravidlo A :>+p Base 2 1€ pravdivé v matici dat M pokud relativni

Cetnost fadkl splnujicich booleovsky atribut S mezi fadky splnhujicimi
booleovsky atribut A je alespor o 100p procent vyssi nez relativni ¢etnost fad-
kd splnujicich S v celé matici a pokud zarover nejméné Base fadku spliuje jak
A tak i S. Vynechdme-li podminku a>Base , pak Ize fict, ze AA-kvantifikator
vyjadfuje nardst relativni cetnosti alespon o 100p procent pokud je splnéna
podminka dand booleovsky atributem A.
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Moznosti aplikace asocia¢nich pravidel ukdZzeme na feSeni analytické otazky

Maji v matici dat Vstup nékteré kombinace hodnot atributl skupiny Osobni
udaje vliv na narust relativni Cetnosti vyskytu nékterych rizik nebo jejich
kombinaci?

Pouzijeme jiz zminénou proceduru 4ft-Miner. Zadanou analytickou otazku

budeme fedit tak, Ze budeme hledat viechna asocia¢ni pravidla A :>+0350

S pravdiva v matici dat Vstup, takova Ze A je booleovska charakteristika skupiny
atributG Osobni Udaje a S je booleovsky atribut vyjadfujici néjakou vhodnou

kombinaci rizik. Pouziti 4ft-kvantifikdtoru :>+0350 zZnamena, ze nas zajimaji

takové booleovské charakteristiky A osobnich tdaji a kombinace rizik S, které
jsou v matici dat Vstup soucasné splnény alespon pro 50 pacientd a v matici
dat Vstup zaroven plati, Ze relativni ¢etnost fadkl pacientd s kombinaci rizik
S je mezi pacienty spliujicimi booleovskou charakteristiku A osobnich udaja
alespon 0 30% vyssi, nez v celé matici dat Vstup.

Procedura 4ft-Miner, stejné jako dalsi implementace procedury ASSOC,
vychazeji z reprezentace analyzovanych dat pomoci vhodnych bitovych
fetizk(i ), nepouziva se algoritmus apriori bézné vyuzivany pfi analyze dat
o nakupnich kosicich. Tento pfistup umozriuje velmi jemné definovat mnozinu
relevantnich asocia¢nich pravidel. Rozsdhlé moznosti definice mnoziny
relevantnich asociacnich pravidel, kterd maji byt generovana a verifikovana
jsou popsany napt. v . Jejich podrobnéjsi popis presahuje rozsah tohoto
pfispévku. Jsou ale naznaceny v Obrazku 3, kde je prehledné uvedeno jedno
z moznych zadani procedury 4ft-Miner pro feseni nasi analytické otazky.

ANTECEDENT | QUANTIEIERS | SUCCEDENT |
Osobni ddaje Conj, 1-6 =] [BASE p= 50 Abs. =] [Rizka Disj, 1-4 =]
» Stav (subset), 1 -1 B, pos AAD p=0.300 » Diabetes( ano) B, pos
»Veék(int), 1-3 B, pos » Hypertenze( ano) B, pos
» Vzdélani (int), 1 -2 B, pos » Hypelipidemie{ ana) B, pos
» Zodpovédnost (subset), 1 -1 B. pos » Infarkt{ ano) B, pos
» Aktpozam (subset), 1 -1 B, pos
» Telaktza (subset), 1-1 B. pos

Obrdzek 3 - Priklad zaddni parametrii procedury 4ft-Miner

Zadani v Obrazku - 3 znamena, Ze booleovské charakteristiky skupiny atribut(
Osobni udaje se vytvafeji jako konjunkce booleovskych atributl odvozenych
z atributd - sloupct matice dat Vstup. V jedné konjunkci se maze vyskytovat
1-6 booleovskych atributli vytvorenych z jednotlivych sloupct (ale maximalné
jeden booleovsky atribut pro kazdy sloupec), viz vyraz Osobni udaje Conj, 1-6.

Booleovské atributy odvozené ze atributu Stav urcuje vyrazem Stav(subset),
1-1. To znamena, Ze se vytvofi vdechny zékladni booleovské atributy Stav(a)
kde a je podmnoZzina mnoziny viech kategorii atributu Stav a a obsahuje pravé
jednu kategorii (Uplné presné feceno 1-1 kategorii, tedy minimalné jednu
a zaroven maximalné jednu kategorii). Takto jsou zadany ctyfi booleovské
atributy Stav(Zenaty), Stav(rozvedeny), Stav(svobodny) a Stav(vdovec),
viz. téZ tabulka 2. Pokud by byl pouzit vyraz Stav(subset), 2-2, bylo by zadano
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sest booleovskych atributl Stav(zenaty,rozvedeny), Stav(zenaty,svobodny),
Stav(Zenaty,vdovec), Stav(rozvedeny, svobodny), Stav(rozvedeny,vdovec)
a Stav(svobodny,vdovec). Vyrazem Stav(subset), 1-2 by bylo zadano viech
deset vyse uvedenych zakladnich booleovskych atribut(.

Zéakladni booleovsky atribut Stav(zenaty) je pro daného pacienta pravdivy,
pokud je hodnota atributu Stav kategorie zenaty. Zdkladni booleovsky atribut
Stav(Zenaty,vdovec) je pro daného pacienta pravdivy, pokud je hodnota
atributu Stav kategorie Zenaty nebo vdovec.

Vyrazy Zodpovédnost (subset), 1-1, Aktpozam (subset), 1-1 a Telaktza
(subset), 1-1 definuji analogickym zptdsobem mnoziny booleovskych atributl
odvozenych ze sloupct Zodpovédnost, Aktpozam a Telaktza.

Booleovské atributy odvozené z atributu Vék jsou dény vyrazem Vék(int),
1-3.To znameng, Ze z atributu Vék se vytvoii vsechny zékladni atributy Vék(a)
kde a je interval 1-3 kategorii (tedy 1-3 po sobé jdouci kategorie atributu
V&K). Priklady takovych booleovskych atributl jsou V&k((35;40)) a Vék((35;40),
(40;45), které piseme stru¢ngji Vék(35;40) a Vek(35;45). Vyrazem Vék(int), 1-3
je tedy definovano celkem 9 zakladnich booleovskych atributd Vék(35;40),

, Vék(40;55). Booleovské atributy odvozené ze sloupce Vzdélani jsou
definovany analogicky.

Zadani v Obrazku 3 také znamend, ze booleovské atributy vyjadfujici
kombinaci rizik jsou definovany jako disjunkce 1-4 booleovskych atributt
Diabetes(ano), Hypertenze(ano), Hyperlipidemie(ano), Infarkt(ano), viz. vyraz
Rizika Disj, 1-4.

Béh procedury 4ft-Miner zadany dle Obrazku 3 trval 1 vtefinu na PC
s procesorem Intel(R) Core(TM)2Duo, 1.33 GHz a 2 GB RAM. Bylo verifikovédno
téméF 36 000 asociacnich pravidel, 44 z nich bylo pravdivych. Pfehled deseti
nejsilnéjsich je v Obrazku 4, ukdzka detailniho vystupu nejsilnéjsiho pravidla
je v Obrazku 5.

Actual group of hypotheses: All hypothesis
Hypotheses in group: 44 Shown hypotheses: 44 Highlghted: O
Nr. Id AvaDf Hypothesis

400,778 Vek|[50:55:
37 0.726 Vek((50,55>)

pertenze). anoU Hvoelﬁxdemeianolu nlatk!]af\ol
iabetes{ano

38 0.724 Vek((5055>) Dnabeles{aml I H {ano) | + Hyperipidemie{anc) I Infarkt{ano)
39 0.540 VEk((50.55>) +++ Diabetes(ano) | Hype(lenze(am) | Inlarkl(am)
9 0,434 Stav{Zenaty) & VEk((45:50>, (50.55>) & Vzdéla , vyucen) =< Hi (ano) | Infarkt(ano)

0.407 Stav(Zenaty) & VEk((45:50>, (50:55>) & Vzdélani(zkladni, vyuden) =+ Dlabe{es[anollHypevler\ze[ano] | Infarkt{ano)
13 0.406 Stav{Zenaty) & Vek((45:50>, [50 55)) &Vzdelant[vwcen] oo Dlabeies[ano] | Hypelkenze[ano] | In’alkt[ano]
23 0.398 VEk((45:50>, (50.55>) & V: << Di -u}l ino) | Infarkt{ano)

6 0.391 Stav{enaty) & VEk((45: 50> (50:55>) & Vzdéls vwcenl ----- o)
42 0.387 Vzdélani(vysokoskolské) & Aktpozam (mima ] & Telaklza (pfevainé sed l +++ Hypertenze(ano)

=)
D W00~ O ) N
3]

Obrdzek 4— Deset nejsilnéjsich asociacnich pravidel nalezenych dle zaddniv Obrdzku 3

Nejsilnéjsi pravidlo je pravidlo

Vék(50;55) =" Hypertenze(ano) v Hyperlipidemie(ano) v Infarkt(ano),

0.78,52

které vychdzi z toho, Ze mezi muzi ve véku 50 az 55 let je relativni ¢etnost
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Antecedent: VEK(I5055)
o |
Condtionc  [empty)
TeXT | paTA MAP/GRAPH PIE | eaves | amaL |
Succedent ~Succedent
]
Antacadant il
i g
il
il 1
B ‘
N 1
MAntecedent
i
=4
o 510.50 1021
Vaue: @ pbs € Relsum C Relmax Y Reset
lax Lock
Sl £ « » 1t ¥ R |
coe | | v m] s | aies | dnaelimpotance |

Obrdzek 5 - Ukdzka detailu nejsilnéjsiho asociacniho pravidla z Obrdzku 4

piitomnosti alespon jednoho rizika z Hypertenze, nebo Hyperlipidemie nebo

52
Infarkt rovna

= =0.490 a relativni ¢etnost pritomnosti alespor jednoho

z téchto rizik mezi vSemi pacienty v matici dat.

524212

e Y Y w- ivni ¢ 5 izi
— T .To znamena, Ze relativni ¢etnost téchto rizik

Vstup je

je mezi muzi ve véku 50 az 55 let je o 78 procent vyssi nez v celé matici.

Poznamenejme, ze v matici Vstup nékteré udaje chybi, proto je tedy celkovy
soucet pacientl pro néktera pravidla mensi nez 1417.

Podrobnéjsi interpretace vysledkd je vSak naroc¢nd, vyzaduje mimo jiné
vyuziti vécnych znalosti, pokud napfiklad chceme oddélit prekvapuijici vysledky.
V kazdém pfipadé viak interpretace pfesahuje rozsah tohoto pfispévku. Lze
ale ucinit zavér ze takovato asociacni pravidla pomUzou pfi orientaci v datech.

Jiny pfiklad kdy asocia¢ni pravidla pomohla k orientaci v neznamych datech
se tyka analyzy databdze katetrizaci obsahujici idaje o témér tiech tisicich pa-
cient( II. interni kliniky kardiologie a angiologie Vseobecné fakultni nemocni-
ce v Praze. Aplikace procedury 4ft-Miner umoznila orientaci v téchto datech
avedla k nasledné aplikace dalsich metod. Vysledkem bylo nalezeni zajimavych
vztahU tykajicich se stendz. Nékteré podrobnosti jsou uvedeny na adresach

http.//euromise.vse.cz/dzmd/prehled/abstrakty/index.php?page=stochl
http.//euromise.vse.cz/dzmd/prehled/abstrakty/index.php?page=mrazek
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5. Hledani zajimavych rozdilti mezi skupinami pacientt

Jinou dilezitou ulohou je hledani rozdill skupinami pacientl. | pfi jejim
feSeni mohou pro orientaci v datech poslouzit asocia¢ni pravidla. Na pfikladu
ukazeme vyuZiti procedury SD4ft-Miner "% kterd je, stejné jako procedura
4ft-Miner, soucasti systému LISp-Miner. Predpokladejme, Ze nas zajimé otazka.

Jsou v matici dat Vstup patrné néjaké rozdily mezi pacienty s rdznym
vzdélanim ohledné vlivu kombinaci hodnot atributl skupiny Osobni idaje na
vyskyt nékterych rizik nebo jejich kombinaci?

Procedura SDA4ft-Miner hledd dvojice asociac¢nich pravidel, kriterium
zajimavosti se tyka celé dvojice. Pouzijeme zadani procedury dle Obrazku 6.

ANTECEDENT | QUANTIFIERS | SUCCEDENT |
Osobni charakteristiky 1-5 Z’ Type Rel. Value Units Rizka 1-4 zl
» Stav(’] B. pos BASE Firstoet >= 1000 Abs. ] |»Diabetes(ano) B.pos
»VEk() B, pos BASE SecondSet >=  10.00 Abs. > Hypertenze{ ano) B, pos
» Zodpovédnost(*) B, pos FUI DiffValabs >= 015 Abs. » Hyperlipidemie{ ano) B. pos
» Aktpozam(*) B. pos » Infarkl{ ano) B. pos
» Telaktza() B. pos
Totallengthe  1-5 =l Totallength: 1-93

(1) FIRST SET {2) SECOND SET | CONDITION
First set 1-99 & |Second set 1= 993 x
» Vzdélani(’) B. pos » Vzdélani(*) B, pos

Obrdzek 6 - Priklad zaddni parametr( procedury SD4ft-Miner

Timto zadanim hledame dvojice podminénych asociacnich pravidel
A=, 9 /V,a(A =, ,S)/V,takovych, Ze

+ 01210,vizvyrazBase FirstSet >= 10.00 abs ve sloupci QUANTIFIERS

« 0,>10,vizvyrazBase SecondSet >= 10.00 abs ve sloupci QUANTIFIERS

aq a,

a,+b a,+b,

o | |>0.15 viz vyraz FUIDiffValAbs ve sloupci QUANTIFIERS

Podminéné asociacni pravidlo (A = plal S)/V, se tykd matice dat Vstup /V,
ktera je tvofena témi fadky, které splnuji booleovsky atribut V,. Kontingenéni

tabulka atributd A a S v matici Vstup /V, je v tabulce 3. Podobné pro asocia¢ni

pravidlo (A = p2a2 S)/ V..

Vstup/V, S @S
A al b1

DA cl di1

Tabulka 3 - Kontingencni tabulka atributd A a S v matici dat Vstup /' V,
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Pfipustné booleovské atributy A jsou zadany ve sloupci ANTECEDENT
v Obrazku 6, pfipustné booleovské atributy S ve sloupci SUKCEDENT
v Obrézku 6, podobné jako v Obrazku 3. Booleovské atributy V, a V, jsou zadany
ve sloupcich FIRST SET a SECOND SET v Obrazku 6, vzdy se jednd o jeden
z atributh Vzdélani(zdkladni), Vzdélani(vyucen), Vzdélani(stfedoskolské),
Vzdélani(vysokoskolské).

a,
Podminka lia.-:bl _a2+b 120.15 znamena, ze rozdil konfidenci obou pravidel

je nejméné 0.15.

Béh procedury SD4ft-Miner zadany dle Obrazek 6 trval 9 vtefin na PC
s procesorem Intel(R) Core(TM)2Duo, 1.33 GHz a 2 GB RAM. Bylo verifikovano
téméf 274 000 dvojic asociacnich pravidel, 68 z nich splfovalo zadana kriteria.
Prehled deseti dvojic s nejvétsim rozdilem konfidenci je v Obrazku 7, ukazka
detailniho vystupu pro dvojici s nejvétsim rozdilem je v Obrazku 8.

Actusl group of bypaiheses: Allbypothesis

& Noamber of o ® —
Ni._Id_DfConf 1:Cond chi Hypothersis Delete hypotheses

dnteod samostainy oiacomik s Telakza foleing sed ) === Disbeisfanol | Hipstenze{onollInaklon). VagainlukentcVadtianiedotholrk ]

odoovednost(C:
0338 0588 0‘9)\/‘4) lesﬂ&

1

2 et
3 2 Y « Disbetes(

420 05 Q1% Ve mnsmmummmumxmummvmm)--- Mukdm] e
5 12 0579 ey od) - Ve
6 7 0588 ozmvsw (4045)) ik sedi) =+ Irdacktiano) : Vzd
7 25 0383 0573 01% I - 3
8 2 0 01 omzwwmmmmwmmm&mﬂwmwpn i Vz
9 15 0364 052 0162 2 i

100 AR ARR a1 .

Obrdzek 7 - Deset dvojic pravidel s nejvétsim rozdilem konfidenci dle zaddniv Obrdzku 6

e SN i {K) & Teloktza (pPeviing sedi)
First set: Vzduéd(vy«&n)

Secondset  Vazd&lani[stredoskolské)

Condition: ~ (empty)

TEXT | DATA | FIRSTSET | SECOND SET FiSSET | DIFFABS |  DIFFREL |

Antecedent

PAntecedent

o 162.00 324

A i A « 9 2 3

Cose | 14| 4 [C] M| Copytocipboad |

Obrdzek 8 - Ukdzka detailu dvojice pravidel z Obrdzku 7 s nejvétsim rozdilem konfidenci
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V Obrazku 8 je dvojice podminénych pravidel

Kombinace =, ., Rizika / Vzdélani(vyucen) a

Kombinace = Rizika / Vzdélani(stredoskolské) kde

018,20
Kombinace znamend Zodpovédnost(¢astecné samostatny pracovnik)

A Telaktza(prevazné sedi) a

Rizika znamena Diabetes (ano) v Hypertenze(ano) v Infarkt(ano).

Konfidence prvniho pravidla je 0.58 coz znamend, ze v danych datech je
mezi vyucenymi pacienty spliujicimi Zodpovédnost(¢aste¢né samostatny
pracovnik) a zaroven Telaktza(pfevazné sedi) 58 procent pacientli ohrozenych
alespon jednim z rizik Diabetes(ano), Hypertenze(ano), Infarkt(ano).
Konfidence druhého pravidla je 0.18 coz znameng, Ze v danych datech je mezi
pacienty se stfedoskolskym vzdélanim spliujicimi Zodpovédnost(¢astecné
samostatny pracovnik) a zaroven Telaktza(pfevazné sedi) pouze 18 procent
pacientd ohrozenych alespon jednim z rizik Diabetes(ano), Hypertenze(ano),
Infarkt(ano).

Podrobnéjsi interpretace uvedenych vysledk( procedury SD4ft-Miner vsak
presahuje rozsah tohoto pfispévku.

6. Zaveér
Naznacili jsme dulezité rysy dobyvani znalosti z databazi a ukazali tfi
jednoduché priklady aplikaci. Je tfeba zddraznit, Ze se jedna pouze o naznak

moznosti aplikaci dobyvani znalosti z databazi pro analyzu medicinskych dat.
Dalsi informace lze ziskat napfiklad v "',

Poznamky

(1.) Projekt STULONG byl realizovdn na ll. interni klinice 1. lékarské fakulty Univerzity Karlovy
a ve Vseobecné fakultni nemocnice v Praze pod vedenim Prof. MUDr. F. Boudika, DrSc.
ve spoluprdci s MUDr. M. Tomeckovou, CSc. a Prof. MUDr. J. Bultasem, CSc. Data byla pre-
vedena do elektronické podoby Evropskym centrem pro medicinskou informatiku, statis-
tiku a epidemiologii Univerzity Karlovy a Akademie véd CR pod vedenim Prof. RNDr. Jany
Zvdrové,DrSc..
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